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• Biojutikliai yra prietaisai, skirti 
cheminių medžiagų aptikimui ir 
analizei, remiantis biocheminiais 
procesais. 

• Naudojame biojutiklius, kuriuos 
sudaro trys dalys:

● Difuzijos membrana – vyksta tik 
substratų difuzija.

● Fermentinė membrana – vyksta 
fermentinės reakcijos.

● Elektrodas – verčia cheminį signalą 
į elektrinį.

• Gaunamas signalas priklauso nuo 
tiriamojo mėginio cheminės sudėties.

• Mėginio komponentų skaičius – 4.
 

Tyrimų objektas
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• Biojutiklio modelis yra tiesinių 
diferencialinių lygčių dalinėmis 
išvestinėmis sistema.

• Paremtas Michaelis-Menten 
cheminių reakcijų ir Ficko 
difuzijos dėsniais.

• Tiesioginis uždavinys -- į lygtis 
įvedame pradines substratų 
koncentracijas, išsprendžiame 
lygčių sistemą ir apskaičiuojame 
jutiklio atsaką.

• Nagrinėjame atvirkštinį uždavinį 
– iš biojutiklio atsako nustatyti 
pradines koncentracijas.

Biojutiklio modelis
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• Pradinės sąlygos:
● Pradžioje difuzijos ir fermentiniame 

sluoksniuose nėra nei substratų, nei 
produktų (1.5-1.6).

● Biojutiklio išorėje nurodomos pradinės 
substratų koncentracijos; produktų išorėje 
nėra (1.7).

• Kraštinės sąlygos:
● Elektrodo paviršiuje nėra reakcijos 

produktų, o substratai pro elektrodą 
neprateka (1.8).

● Substratų koncentracijos biojutiklio išorėje 
yra pastovios, o produkto nėra (1.9).

● Difuzijos ir fermentinio sluoksnio 
sandūroje produktų ir substratų 
koncentracijos ir srautai sutampa (1.10-
1.11).

Biojutiklio modelis
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• Biojutiklio atsakas aprašomas lygtimi:

Biojutiklio modelis
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• Kiekvieną pradinę koncentraciją perrinkome intervale [3.2, 12.8] 
žingsniu 0.96 – turime 114 = 14641 rinkinių.

• Kiekvienam rinkiniui skaičiuojamas biojutiklio atsakas.
• Laiko intervalas [0, 400], žingsnis 0.25, rezultatai išvedami kas 1 

s.
• Visų atsakų dimensija sumažinta iki 9, naudojantis pagrindinių 

komponenčių analize (PCA).
• Gaunamą duomenų rinkinį vadinsime pradiniu.

Gaunami atsakai ir jų pirminis 
apdorojimas
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Modelio parametrai
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• Atsako analizei naudojami dirbtiniai 
neuroniniai tinklai.

• Tinklą sudaro trys sluoksniai:
● Įvesties (9 neuronai) .
● Paslėptasis (12) .
● Išvesties (4) .

• Apmokomų parametrų skaičius – 
172.

• Paslėptajame sluoksnyje naudojama 
hiperbolinio tangento funkcija.

• Apmokymo metu minimizuojama 
vidutinė kvadratų sumos paklaida; ją 
skaičiuojame naudodamiesi 
apmokymo duomenų rinkiniu.

• Apmokymui naudotas Levenberg-
Marquardt algoritmas.

• Naudotas MATLAB Deep Learning 
Toolbox paketas.

Neuroninis tinklas ir jo architektūra
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• Apmokymo-validavimo santykių tyrimas.

• Uždavinio sąlygotumo tyrimas.

• Statistinių uždavinio savybių tyrimas.

Atlikti tyrimai
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• Validavimo procesas reikalingas norint išvengti persimokymo 

(overfitting).

• Imame papildomą duomenų rinkinį, vadinamą validavimo rinkiniu.

• Apmokymą stabdome, jei validavimo paklaida nemažėja 6 

iteracijas iš eilės.

Apmokymo-validavimo santykių tyrimas
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• Iš pradinio rinkinio išrenkame testavimo rinkinį ir jį pašaliname.

• Likusį duomenų rinkinį atsitiktinai dalijame į apmokymo ir validavimo 

rinkinius.

• Duomenų santykį turime parinkti taip, kad neuroninio tinklo tikslumas 

būtų kuo didesnis.

Apmokymo-validavimo santykių tyrimas
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Apmokymo-validavimo santykių 
tyrimas
Maksimalių atpažinimo paklaidų vidurkiai pagal 
apmokymo-validavimo santykius (T-V)



• Tolesniuose tyrimuose 
naudotas naujas testavimo 
rinkinys.

• Kiekvienos koncentracijos 
reikšmės perrinktos 
intervale [3.68, 12.32].

• Žingsnis – toks pat, kaip ir 
generuojant pradinį 
duomenų rinkinį.

• Rinkinį sudaro 10000 
reikšmių.

Testavimo rinkinys
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• Dažniausiai atvirkštiniai uždaviniai yra blogai sąlygoti.

• Vieną lygties sprendinį atitinka dvi skirtingos pradinės 

sąlygos.

• Mažas sprendinio pokytis gali lemti didelį pradinės 

sąlygos pokytį.

Uždavinio sąlygotumo tyrimas
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Uždavinio sąlygotumo tyrimas

Sutampančių 
atsakų pavyzdys

Šiuos atsakus generuoja dvi 
skirtingos pradinės sąlygos: 
(3.68, 3.68, 11.36, 11.36) ir 
(4.64, 4.64, 9.44, 12.32). 
Matome, kad atsakai sunkiai 
atskiriami.
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• Du atsakai sutampa, jei:

Uždavinio sąlygotumo tyrimas
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• Tiriamas uždavinio sąlygotumas varijuojant tolerancijos lygį ε ir 

išorinio difuzijos sluoksnio storio δ reikšmes.

• Atrenkame duomenų poras, kurioms srovių reikšmės sutampa.

• Apskaičiuojame maksimalų Euklido atstumą atitinkamoms 

koncentracijoms.

• Kritinės poros atitinka šį atstumą. Joms apskaičiuojame paklaidų 

maksimumą ir vidurkį.

Uždavinio sąlygotumo tyrimas
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Uždavinio sąlygotumo tyrimas
Uždavinio sąlygotumo parametrų priklausomybė 
nuo ε. Difuzijos sluoksnio storis δ = 0.04.
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Uždavinio sąlygotumo tyrimas
Uždavinio sąlygotumo parametrų priklausomybė 
nuo δ. Tolerancijos lygis ε = 0.5.
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• Tyrimą pakartojome, prie kiekvieno atsako pridėję Gauso 

triukšmą, kurio vidurkis 0.

• Standartinį nuokrypį vadinsime triukšmo lygiu. Jį varijavome nuo 

1% iki 5%.

Uždavinio sąlygotumo tyrimas
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Uždavinio sąlygotumo tyrimas
Uždavinio sąlygotumo parametrų priklausomybė nuo ε. 
Difuzijos sluoksnio storis δ = 0.04. Triukšmo lygis – 1%
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Uždavinio sąlygotumo tyrimas
Uždavinio sąlygotumo parametrų priklausomybė 
nuo δ. Tolerancijos lygis ε = 0.5. Triukšmo lygis – 1%
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• Tiriame uždavinio sąlygotumą, naudodamiesi statistiniais 

principais.

• Tolerancijos lygis ε = 0.5. Tikrinti du difuzijos sluoksnio 

storiai: 0.04 ir 0.016.

• Prie atsakų pridėtas Gauso triukšmas, kurio lygis 1%.

• Testinė aibė: 4 atsakai, atitinkantys tolerancijos lygį*.

Statistinių uždavinio savybių tyrimas
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• Visiems atsakams apskaičiavome minimalią, vidutinę ir 

maksimalią paklaidas.

• Eksperimentą kartojome 10 kartų, paskui apskaičiavome 

paklaidų vidurkius.

Statistinių uždavinio savybių tyrimas



31

Statistinių uždavinio savybių tyrimas

Neuroninio tinklo paklaidos sutampantiems 
atsakams. Difuzijos sluoksnio storis δ = 0.04.
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Statistinių uždavinio savybių tyrimas

Neuroninio tinklo paklaidos sutampantiems 
atsakams. Difuzijos sluoksnio storis δ = 0.016.
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• Mažiausia maksimali santykinė paklaida gaunama, kai apmokymo ir 

validavimo rinkiniuose duomenų po lygiai.

• Uždavinio sąlygotumo tyrimas: jei nėra triukšmo, didžiausia paklaida 

gaunama antrajai komponentei, ji lygi maždaug 1%. Paklaida 

nepakankamai didelė, kad uždavinys būtų laikomas blogai sąlygotu.

• Jei duomenys paveikti Gauso triukšmo -- šiems duomenims paklaidos 

smarkiai išauga, o uždavinys yra blogai sąlygotas.

Apibendrinimas
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• Statistinis biojutiklio tyrimas: jei nėra triukšmo, abiem difuzijos 

sluoksniams biojutiklio paklaidos nėra didelės. Pridėjus triukšmą 

paklaidos išauga -- δ = 0.04 storiui padidėja maždaug dviem eilėmis, 

esant δ = 0.016 storiui – 1-2 eilėmis.

Apibendrinimas
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• Ištirti globalios optimizacijos metodų tikslumą 

sutampantiems atsakams.

• Palyginti rezultatus su tais, kurie gaunami naudojant 

neuroninius tinklus.

• Rasti neuroninio tinklo architektūrą, kuri reguliarizuotų 

uždavinį.

Tolesnis darbas
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